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Özet


Bu çalışmada çok katmanlı ileri beslemeli bir yapay sinir ağı kullanılarak harf tanıma işlemi gerçekleştirilmiştir. Ağın eğitiminde ise geriye yayılma algoritması kullanılarak eğitimdeki öğrenme katsayısının ağın ağırlık değerlerinin güncelleme işlemi sayısını ne oranda etkilediği incelenmiştir. Farklı öğrenme katsayısı değerleri ve hassasiyet değerleri için iterasyon sayıları (ağırlıkları güncelleme işlemi sayısı) ve rasgele bir örüntünün (Bozuk herhangi bir harf) tanınmasındaki ağın başarısı gözlenmiştir. 
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1.
Giriş

Yapay sinir ağları, hücrelerin  birbirleri ile çeşitli şekillerde bağlanmalarından oluşur. Hücre çıkışları, ağırlıklar üzerinden diğer hücrelere ya da kendisine giriş olarak bağlanabilir ve bağlantılarda gecikme birimi de kullanılabilir. Hücrelerin  bağlantı şekillerine, öğrenme kurallarına ve aktivasyon fonksiyonlarına  göre çeşitli YSA yapıları geliştirilmiştir.

2.
Geriye Yayılma Algoritması

Geriye yayılma algoritması birbirine bağlı sabit üniteli ve çok katmanlı ağlar için ağırlıkların bulunmasında kullanılan bir algoritmadır. Bu algoritmanın temel prensibi çıkış için hedef değerleri ile ağ çıkışındaki değerler arasındaki hatayı minimize etmeye çalışmaktır.. 

Bu algoritma, tek katmanlı ağlardan daha ziyade çok katlı ağlara yöneliktir. Bir ağın çıkış ünitelerinin toplam hatası aşağıdaki gibi hesaplanabilir.
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Formüldeki çıkışlar, ağdaki çıkış ünitelerinin kümesidir. tkd ve okd  d. eğitim örneği ve k. çıkış ünitesi ile birlikte birleştirilmiş hedef ve çıkış değerleridir. 

Geriye yayılmadaki öğrenme problemi, ağdaki bütün üniteler için olabilecek bütün ağırlık değerlerinin tanımlandığı geniş bir varsayım uzayında arama yapılmasıdır. Eğitilen tek bir ünitede olduğu gibi gradient descent minimum E için uygun hipotezi bulmada kullanılabilir. 

Gradient descent sadece bazı lokal minimumlarda yakınsaklığı garanti eder ve ister istemez global minimum hata yoktur. Bu engele rağmen pratikte geriye yayılma (backpropagation) çoğu gerçek zamanlı uygulamalarda mükemmel sonucu üretebilmiştir. 


Aşağıda geriye yayılma algoritması adımları verilmiştir. Burada görülen algoritma iki katlı ileri beslemeli ağlarda kullanılır. Ünitelerin her bir katmanı önceki katmandaki tüm ünitelere bağlıdır. Bu geriye yayılma gradient descent versiyonunun artma eğilimli veya stochastic’dir (hedefe ulaşmak için en uygun imkanları seçme işlemi). 

Her bir eğitim örneği 
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 formunun bir parçasıdır. 
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 , ağ giriş değerinin bir vektörü ve 
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 de hedef ağ çıkış değerlerinin bir vektörüdür. ( öğrenme hızıdır (örneğin 0.7). nin ağ giriş sayısı, nhidden gizli katmandaki ünite sayısı ve nout çıkış ünitesi sayısıdır. i ünitesinden j ünitesine doğru olan ünite xji ile gösterilir ve ağırlık i ünitesinden j ünitesine doğru gösterilen wji dir.

· nin girişli, nhidden gizli üniteli ve nout çıkışlı bir ileri beslemeli ağ oluşturulur.

· Tüm ağ ağırlıkları küçük rasgele sayılardan oluşur (-0.03 ve 0.03 arasında)

1. Ağdaki 
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 örnek girilirve her bir u ünitesinin ou çıkış değeri hesaplanır.

Ağ boyunca hataların geriye doğru yayılası

2. her bir k çıkış ünitesi için o çıkışın (k hata terimi hesaplanır.

( ( ok (1 - ok)(tk - ok)

3. her bir h gizli katman ünitesi için  (h hesaplanır

(h ( oh (1 – oh ) 
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4. her bir wji  ağ ağırlığının güncellenmesi

wji ( wji + (wji
burada 




(wji  = ( (j xji 
3.
Uygulama


Bu çalışmada 5x5 boyutlu bir matriste 0 ve 1 şeklinde kodlanmış olan 25 harfin  tanınması gerçekleştirilmiştir. Bunu sağlamak için 25 giriş ünitesi ve 25 çıkış ünitesi bulunan bir ileri beslemeli çok katmanlı (bir gizli katmanı olan) ağ kullanılmıştır. Gizli katmanın ünite sayısı ise 10 olarak belirlenmiştir. Bu yapıdaki bir ağ geriye yayılma algoritması için eğitilmiş ve çeşitli öğrenme katsayısı değerleri için ağın eğitimindeki gerekli iterasyon sayısındaki yani ağırlık değerlerini güncelleme işleminin sayısındaki değişim miktarı incelenmiştir .  

Aşağıda örnek bir harfin kodlanmış hali bulunmaktadır:



1, 1, 1, 1, 0

   
1, 0, 0, 0, 1

B =

1, 1, 1, 1, 0



1, 0, 0, 0, 1



1, 1, 1, 1, 0



Her bir farklı öğrenme katsayısı için öncelikle ağ eğitilmiş daha sonra ise rasgele seçilen bozuk bir harf örüntüsü ağın girişlerine verilerek hangi harfe daha çok benzediği (hangi harfin bozuk hali olduğu) gözlenmiştir.  



0, 1, 1, 1, 0

   
1, 0, 0, 0, 1

1, 1, 1, 1, 0



1, 0, 0, 0, 1



1, 1, 1, 1, 0


%90 hassasiyetle test amaçlı B`ye benzeyen bir harf`in (sekil 1) eğitilmiş olan harflere benzeme oranı tablo 1`de verilmiştir. Ağ büyük oranda “B” harfine benzetmiş ayrıca şekil olarak yakın olan “P” ve “S” harflerine de benzettiği gözlenmiştir. Farklı öğrenme katsayısı değerleri ve elde edilen sonuçlar Tablo 2, Tablo 3 ve Tablo 4`de verilmiştir. Bu tabloların oluşturulmasında  kullanılan hassasiyet değerleri sırası ile %90, %95 ve %99 olarak belirlenmiştir. Tablolarda elde edilen sonuçlar ayni başlangıç ağırlıkları ile uygulamanın çalıştırılması sonucu elde edilmiştir.

Tablo 1Örnek bir örüntü için ağdan elde edilen sonuçlar

	Öğrenme hızı (()
	0.1
	0.2
	0.3
	0.4
	0.5
	0.6
	0.7
	0.8
	0.9

	Benzeme

Oranları
	(B)
	0.39
	0.92
	0.49
	0.45
	0.74
	0.55
	0.48
	0.82
	0.49

	
	(S)
	0.26
	0.17
	0.13
	0.21
	 0.08
	0.00
	0.06
	0.03
	0.03

	
	(P)
	0.00
	0.00
	0.00
	0.12
	0.10
	0.15
	0.00
	0.00
	0.00


Tablo 2 %90 hassasiyet için farklı öğrenme katsayılarında elde edilen  iterasyon sayıları

	Öğrenme hızı (()
	0.1
	0.2
	0.3
	0.4
	0.5
	0.6
	0.7.
	0.8
	0.9

	İterasyon sayısı
	129846
	66353
	45360
	34522
	28124
	23778
	21011
	18049
	16142


Tablo 3 %95 hassasiyet için farklı öğrenme katsayılarında elde edilen  iterasyon sayıları

	Öğrenme hızı (()
	0.1
	0.2
	0.3
	0.4
	0.5
	0.6
	0.7.
	0.8
	0.9

	İterasyon sayısı
	444703
	227123
	138055
	109736
	95682
	77878
	65063
	56574
	51458



Tablo 43 %99 hassasiyet için farklı öğrenme katsayılarında elde edilen  iterasyon sayıları

	Öğrenme hızı (()
	0.1
	0.2
	0.3
	0.4
	0.5
	0.6
	0.7.
	0.8
	0.9

	İterasyon sayısı
	8943909
	4298174
	2789702
	2086140
	1703222
	1458117
	1249412
	1157689
	1038274


4.
Sonuç


5x5 boyutlu bir matriste 0 ve 1 şeklinde kodlanmış olan 25 harf geriye yayılma algoritmasıyla eğitilmiştir. Örnek bir harf seçilerek yada harf üzerinde değişiklikler yapılarak seçilen harfin diğer 25 harfe olan benzerlik oranı hesaplanmıştır  

Yapay sinir ağlarındaki geriye yayılma algoritmasında yer alan öğrenme katsayısı parametresi temelde eğitim hızını belirlemektedir. Öğrenme katsayı arttıkça eğitim hızı artmakta yani başka bir deyişle ağırlık değerlerinin güncelleme işleminin sayısı azalmaktadır. Fakat her hangi bir harf test edilirken daha hassas sonuç elde etmek için öğrenme katsayısı düşük tutulmalıdır. 
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