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ÖZET
Gelişen teknoloji ve bilgisayar bilimlerindeki ilerlemelerle insan gibi düşünen ve davranan sistemler geliştirilmiştir. Yapay sinir ağları, çeşitli bağlantılarla birbirine bağlı birimlerden oluşmuştur ve bu sistemlere örnek olarak verilebilir. Bu sistemlerde her birim basitleştirilmiş bir nöronun niteliklerini taşır. Yapay sinir ağlarının bağlantı, katman ve düğüm sayılarının çokluğu temsil edebilecekleri sistemin karmaşıklığını belirler. 

Bu çalışmada, ileri beslemeli yapay sinir ağları için bir öğrenme algoritması olan Standart Backpropagation Algoritması ve bu algoritmaya uygulanan momentumun etkisi incelenmiştir. Bunun için farklı karmaşıklık derecelerine sahip bazı lojik problemler, Standart Backpropagation Algoritması ve Momentumlu Backpropagation Algoritması tarafından çözülmüştür. Sonuç olarak Momentumlu Backpropagation Algoritmasının Standart Backpropagation Algoritmasına göre daha iyi performans gösterdiği gözlenmiştir. Ancak problemin karmaşıklığı arttıkça bu algoritma da çözümde etkili olamamıştır. Burada öğrenme algoritmalarının önemi kadar yapay sinir ağının karmaşıklığı da önem kazanmaktadır.

ABSTRACT

In this paper, one of the learning algorithm for  feed-forward neural networks named Standard Backpropagation Algorithm and the effects of momentum applied onto this algorithm was examined. Some logic problems that have different complexity degrees were solved with Standard Backpropagation Algorithm and Backpropagation Algorithm with momentum. Beside these; an analysis on Backpropagation Algorithm with momentum versus Standard Backpropagation Algorithm was performed and not only the importance of these learning algorithms but also the complexity of neural networks were discussed.
Anahtar Kelimeler: Yapay Sinir Ağları, Backpropagation Algoritması, Sezgisel Yaklaşım 

1. GİRİŞ

Hızla gelişen teknoloji, gündelik yaşantıyı oldukça etkilemektedir. Özellikle son yıllarda bilgisayar bilimlerinde, yazılım ve donanım alanında çok hızlı gelişmeler yaşanmaktadır. Bilgisayar kullanımının yaygınlaşması ve yeni ortaya çıkan yazılımların daha üst seviyelerde donanıma ihtiyaç göstermesi ile yeni ürünlere olan talep de artmaktadır.
Bilgisayar bilimlerindeki bu ilerleme, insan gibi düşünen ve davranan sistemlerin geliştirilmesine yönelik olarak 1950’li yıllardan beri sürmektedir. Yapay zeka olarak isimlendirilen bu alan, insan düşünme ve davranışlarını taklide yönelik olduğundan, nöroloji, psikoloji ve mühendislik gibi farklı disiplinleri kapsayan geniş bir alana yayılmıştır.
Yapay zeka disiplini altında onu destekleyen farklı alanlar bulunmaktadır. Robotik, bulanık mantık, yapay sinir ağları ve doğal arabirimler üzerinde yapılan çalışmalar, yapay zeka disiplinini bu alanlarda desteklemektedirler [1].
Yapay zeka, insanın düşünme yapısını anlamak ve bunun benzerini ortaya çıkaracak bilgisayar işlemlerini geliştirmeye çalışmak olarak tanımlanır. Daha geniş bir tanıma göre yapay zeka, bilgi edinme, algılama, görme, düşünme ve karar verme gibi insan zekasına özgü kapasitelerle donatılmış bilgisayarlardır. Yapay sinir ağları, yapay zekanın bir aracıdır.
2. YAPAY SİNİR AĞLARI
Yapay Sinir Ağları, beynin fizyolojisinden yararlanılarak oluşturulan bilgi işleme modelleridir. Literatürde 100’den fazla YSA modeli vardır. Bazı bilim adamları, beynimizin güçlü düşünme, hatırlama ve problem çözme yeteneklerini bilgisayara aktarmaya çalışmışlardır. Bazı araştırmacılar ise, beynin fonksiyonlarını kısmen yerine getiren birçok modeli oluşturmaya çalışmışlardır.
Yapay sinir ağlarının hesaplama ve bilgi işleme gücünü, paralel dağılmış yapısından, öğrenebilme ve genelleme yeteneğinden aldığı söylenebilir. Genelleme, eğitim ya da öğrenme sürecinde karşılaşılmayan girişler için YSA’ların uygun tepkileri üretmesi olarak tanımlanır. Bu üstün özellikleri, YSA’ların karmaşık problemleri çözebilme yeteneğini gösterir. 
Yapay sinir hücreleri, YSA’nın çalışmasına esas teşkil eden en küçük bilgi işleme birimidir. Geliştirilen hücre modellerinde bazı farklılıklar olmasıyla birlikte genel özellikleri ile çok girişli bir nöron modeli Şekil-1’de gösterilmiştir. Bu hücre modelinde girişler, ağırlıklar, toplam fonksiyonu, aktivasyon fonksiyonu ve çıkış görülmektedir. Girişler (p) diğer hücrelerden ya da dış ortamlardan hücreye giren bilgilerdir. Bilgiler, bağlantılar üzerindeki ağırlıklar (w) üzerinden hücreye girer ve ağırlıklar ilgili girişin hücre üzerindeki etkisini belirler. Toplam fonksiyonu (Σ), bir hücreye gelen net girdiyi hesaplayan bir fonksiyondur ve genellikle net girdi, girişlerin ilgili ağırlıkla çarpımlarının toplamıdır. Hücre modellerinde net girdiyi artıran +1 değerli ya da azaltan -1 değerli eşik girişi (b) bulunabilir. Aktivasyon fonksiyonu (f) ise toplama fonksiyonundan elde edilen net girdiyi bir işlemden geçirerek hücre çıktısını (a) belirleyen bir fonksiyondur. Nöron çıkışı seçilen özel aktivasyon fonksiyonuna bağlıdır. Böylece nöron giriş/çıkış ilişkilerinin bazı özel amaçlarda kullanılabilmesi için w ve b parametreleri öğrenme kuralları tarafından ayarlanabilir. Genel olarak hücre modelleri Şekil-1’deki gibi olmakla birlikte gerçekleştirdiği işleve göre hücreler statik ya da dinamik bir davranış gösterebilirler. Aşağıdaki şekilde ağırlıkların sabit olduğu ve hücrede geri besleme ya da geciktirilmiş sinyaller kullanılmadığı dikkate alınırsa bu hücre statik bir işlevi gerçekleştireceğinden bu model, statik bir hücre modeli olarak ifade edilebilir. 
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Şekil 1. Çok girişli S nöronlu hücre modeli

Birçok giriş için genellikle bir nöron yeterli olmayabilir. Paralel işlem yapan birden fazla nörona ihtiyaç duyulduğunda katman kavramı devreye girmektedir. Birkaç katmandan oluşan bir ağ yapısı düşünülürse her bir katman kendi w ağırlık matrisi, b eşik vektörü, net giriş vektörü n ve bir a çıkış vektörüne sahip olur. Çok katmanlı ağ yapıları tek katmanlı ağlara göre daha güçlüdür. Şekil-2’de üç katmanlı bir ağ yapısı görülmektedir.
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Şekil 2. Üç katmanlı bir ağın genel  yapısı

Burada  1. ve 2. katmanların çıkışları  2. ve 3.  katmanlar için giriş olarak kullanılır. Bu yüzden 2. katman  R = S1 girişli, S = S2 nöronlu ve  S1 x S2     boyutunda, W2 ağırlık matrisine sahip tek katmanlı bir nöron gibi düşünülebilir. 2. katmanın girişi  a1  ve çıkışı a2  dir. Bir katmanın çıkışı aynı zamanda ağ çıkışı olarak kullanılıyorsa bu katmana çıkış katmanı denir. Diğer katmanlara ise gizli katman denir. Şekil-2’de 3. katman çıkış katmanı, 1. ve 2. katmanlar da gizli katmanlardır [2]. 

3. BACKPROPAGATİON (GERİYE YAYILIM) ALGORİTMASI

Karmaşık verilerin sınıflandırılmasında kullanılan YSA modellerinden birisi; ilk olarak Werbos [3] tarafından düzenlenen daha sonra Parker , Rummelhart ve McClelland [4] tarafından geliştirilen geri yayılım ağıdır (Backpropagation Network). Geri beslemeli YSA’da en az bir hücrenin çıkışı kendisine ya da diğer hücrelere giriş olarak verilir ve genellikle geri besleme bir geciktirme elemanı üzerinden yapılır. Geri besleme, bir katmandaki hücreler arasında olduğu gibi katmanlar arasındaki hücreler arasında da olabilir. Bu yapısı ile geri beslemeli yapay sinir ağı, doğrusal olmayan dinamik bir davranış gösterir. Dolayısıyla, geri beslemenin yapılış şekline göre farklı yapıda ve davranışta geri beslemeli YSA yapıları elde edilebilir. Yayılma (Propagate) ve uyum gösterme (Adapt) olmak üzere iki aşamada işlemleri gerçekleştiren Standart Backpropagation Algoritması (SBP), katmanlar arasında tam bir bağlantının bulunduğu çok katmanlı, ileri beslemeli ve öğreticili olarak eğitilen bir YSA modelidir.
Standart Backpropagation Algoritması; hataları geriye doğru çıkıştan girişe azaltmaya çalışmasından dolayı bu ismi almıştır. Geri yayılmalı öğrenme kuralı ağ çıkışındaki mevcut hata düzeyine göre her bir katmandaki ağırlıkları yeniden hesaplamak için kullanılmaktadır. Bir geri yayılımlı ağ modelinde giriş, gizli ve çıkış olmak üzere 3 katman bulunmakla birlikte, problemin özelliklerine göre gizli katman sayısını artırabilmek mümkündür. 
Giriş katmanı; giriş veri gruplarının ağa sunulduğu terminallerdir. Bu katmanda nöron sayısı, giriş veri sayısı kadardır ve her bir giriş nöronu bir veri alır. Burada veri, işlenmeden bir sonraki katman olan gizli katmana geçer.

Gizli katman; ağın temel işlevini gören katmandır. Bazı uygulamalarda ağda birden fazla gizli katman bulunabilir. Gizli katman sayısı ve katmandaki nöron sayısı, probleme göre değişir. Bu katman; giriş katmanından aldığı ağırlıklandırılmış veriyi probleme uygun bir fonksiyonla işleyerek bir sonraki katmana iletir. Bu katmanda gereğinden az nöron kullanılması giriş verilerine göre daha az hassas çıkış elde edilmesine sebep olur. Aynı şekilde gerektiğinden daha çok sayıda nöron kullanılması durumunda da aynı ağda yeni tip veri gruplarının işlenmesinde zorluklar ortaya çıkar. 

Çıkış katmanı; YSA’nın en uç katmanıdır. Gizli katmandan aldığı veriyi ağın kullandığı fonksiyonla işleyerek çıktısını verir. Çıkış katmanındaki nöron sayısı, ağa sunulan her verinin çıkış sayısı kadardır. Bu katmandan elde edilen değerler YSA’nın söz konusu problem için çıkış değerleridir. Bir geri yayılımlı ağ modelinde; bir katmandan bir başka katmana, aradaki katmanı atlayarak geçebilmek mümkün değildir.

Bir giriş verisi ağın ilk katmanında yer alan düğümlere uygulandığında en üst katman olan çıkış katmanına erişinceye kadar, bu veri üzerinde çeşitli işlemler gerçekleştirilir. Bu işlemlerin sonucunda elde edilen çıktı, olması gereken hedeflenen çıktı ile karşılaştırılır. YSA çıkışı ve hedeflenen çıkış değerleri arasındaki fark, her çıktı düğümü için bir hata sinyali olarak hesaplanır. Hesaplanan hata sinyalleri, her çıktı düğümüne karşı gelen ara katmandaki düğümlere aktarılır. Böylece ara katmandaki düğümlerin her biri toplam hatanın sadece hesaplanan bir kısmını içerir. Bu süreç her katmandaki düğümler toplam hatanın belirli bir kısmını içerecek şekilde giriş katmanına kadar tekrarlanır. Elde edilen hata sinyalleri temel alınarak, bağlantı ağırlıkları her düğümde yeniden düzenlenir. Bu düzenleme tüm verilerin kodlanabileceği bir duruma ağın yakınsamasını sağlar. 

İleri besleme safhasında, giriş katmanındaki nöronlar veri değerlerini doğrudan gizli katmana iletir. Gizli katmandaki her bir nöron, kendi giriş değerlerini ağırlıklandırarak toplam değeri hesap eder ve bunları bir aktivasyon fonksiyonu ile işleyerek bir sonraki katmana veya doğrudan çıkış katmanına iletir. Katmanlar arasındaki ağırlıklar başlangıçta rastgele küçük rakamlardan seçilir.
Çıkış katmanındaki, her bir nöron ağırlıklandırılmış değeri hesaplandıktan sonra, bu değer yine aktivasyon fonksiyonu ile karşılaştırılarak mevcut hata minimize edilmeye çalışılır. Hata değeri belli bir mertebeye ininceye kadar iterasyon işlemine devam edilir ve böylece ağın eğitim aşaması tamamlanmış olur. Katmanlar arasındaki bağlantılardaki ağırlık değerleri eğitimi tamamlamış ağdan alınarak deneme safhasında kullanılmak üzere saklanır [2].

Backpropagation Algoritması, YSA araştırmaları için önemli bir buluştur. Ama birçok pratik uygulama için çok geri kalmaktadır. SBP Algoritmasının en büyük problemi, çok uzun eğitim süresine sahip olmasıdır. Pratik problemlerde temel SBP Algoritmasının kullanılması, YSA eğitiminin günlerce hatta  haftalarca sürebileceğinden dolayı mümkün değildir. Bu sebeple algoritmada yakınsamayı hızlandırmak için bazı metotlar geliştirilmiştir. 
Bildirinin bundan sonraki bölümünde SBP Algoritmasının performansını iyileştirecek birkaç teknikten biri olan Sezgisel Yaklaşım tekniğinden söz edilecektir.
SBP Algoritmasının performansını iyileştirecek teknikler iki kategoride incelenir. Birinci kategori; Sezgisel Yaklaşım (Heuristik) tekniklerin gelişimlerini içerir ki bu teknikler SBP Algoritmasının özel performans çalışmalarından ileri gelir. Bu sezgisel yaklaşım teknikleri momentum kullanılarak yapılır [5, 6, 7, 8]. Momentum katsayısı, YSA’nın daha hızlı toparlanmasına yardım eden bir faktördür. Öğrenme esnasında ağın salınımını önler. 
Diğer araştırma kategorisi ise, standart sayısal optimizasyon tekniklerini bir noktada toplar [9, 10, 11]. İleri beslemeli yapay sinir ağları eğitiminde hataların karelerinin minimizasyonu basit bir sayısal optimizasyon problemidir. 
4. BACKPROPAGATİON (GERİYE YAYILIM) ALGORİTMASININ SEZGİSEL YAKLAŞIMI
Standart Backpropagation Algoritması anlatılırken karşılaşılan zorluklar nedeniyle öğrenmenin uzun zaman aldığı belirtilmişti. Öğrenme oranı küçük seçilirse öğrenme yavaşlayacak, büyük seçilirse ağırlık değişimleri salınımlı ve kararsız olacaktır. Bu sakıncalar, SBP Algoritmasında ağırlıklara uygulanacak düzeltme miktarını belirleyen denklemlere momentum terimi ( eklenerek azaltılabilir. 

Momentum katsayısı 0 < ( < 1 aralığında seçilir. Momentum kullanıldığında, ağırlıklara göre eğim ardışık iki iterasyonda aynı işaretli ise ağırlıklara uygulanacak düzeltme artar, aksi taktirde azalır. Momentum katsayısı ile YSA’nın öğrenme oranında belirli bir hızlanma elde edilir. 

Yapay sinir ağı yörüngesinin içinde salınım, dışında düz bir alan olursa yakınsama gerçekleştirilebilir. Bu bir alçak geçiren filtre yardımıyla yapılır. ( momentum katsayısı olmak üzere 0 < ( < 1 aralığında seçilir. Filtre giriş örnekleri sinüs dalgası olarak verilirse bu filtreleme sonucu Şekil-3.a ve Şekil-3.b’de gösterilmektedir.
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Şekil 3.a Momentum katsayısının etkisi ( = 0.9
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Şekil 3.b Momentum katsayısının etkisi ( = 0.98

Bir alçak geçiren filtreden beklendiği gibi burada filtre çıkış salınımının, filtre giriş salınımına göre daha az olduğu görülebilir. Ayrıca  ( arttıkça filtre çıkışındaki salınım azalır. Ortalama filtre çıkışının ortalama filtre girişi ile aynı olduğuna dikkat edilirse ( artmasına rağmen filtre çıkışı cevabının yavaşladığı gözlenir. Ortalama değer izi sürülmeye devam ederken bir miktar salınım, filtre eğimini azaltır. 
Yapay sinir ağı probleminin nasıl çalıştığını görmek için ilk adımda örnek olarak incelenen Dik İniş Backpropagation Algoritmasında parametreler ayarlanır.
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Parametre değişiklikleri momentum filtresine eklendiğinde SBP Algoritmasının momentum değişikliği için sözü edilen eşitlikler elde edilir.
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Parametreler sadece bütün eğitim seti sunulduktan sonra güncellenir. Değişikliğe uğramış bu parametre eşitlikleri yapay sinir ağına uygulandığında Şekil-4.a ve Şekil-4.b’de gösterilen sonuçlar elde edilir.
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Şekil 4.a Öğrenme hızı çok büyük
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Şekil 4.b Momentumlu yörünge

Bu yörünge önceden verilen şartlarla uyuşmaktadır ve öğrenme hızı Şekil-4.a’da gösterildiği gibidir. Burada momentum katsayısı ( = 0.8’dir. Algoritma bu momentum katsayısının uygulanmasından sonra kararlı hale gelmiştir. Algoritma dengede iken momentum kullanarak daha büyük bir öğrenme hızı elde edilebilir. Momentumun diğer bir özelliği ise yörünge tutarlı bir yönde hareket ettiğinde yakınsamanın hızlanmasıdır.

Hata belli bir eşiğin altında artmışsa öğrenme hızı ve momentum değeri değiştirilmez. Ağ parametrelerinin güncellenmesi iptal edilir. Hata azalıyorsa parametre güncellemesi yapılır. Öğrenme hızı ve momentum değeri bir miktar artırılır.

5. UYGULAMA
Bu çalışmada, Standart Backpropagation Algoritması (SBP) ve Momentumlu Backpropagation Algoritması  “AND” problemi, “XOR” problemi, “Parity-3” problemi ve “Parity-4” problemi üzerinde denenmiştir.

Tablo 1’de AND, XOR, Parity-3 ve Parity-4 problemleri için yapılan simülasyon sonuçları verilmiştir. Buradaki problemler için momentum etkisinin Standart Backpropagation Algoritmasının etkisine göre daha fazla olduğu gözlenmeştir. 
Göreli olarak daha az karmaşık olan “AND” ve “XOR” Problemlerinin hem Standart Backpropagation Algoritması (SBP) hem de Momentumlu Backpropagation Algoritması tarafından çözülmesi ile birlikte momentumum sezgisel yaklaşımı SBP Algoritmasını Ortalama Döngü Sayısı (ODS) açısından çok daha fazla iyileştirmiştir. Ancak problemlerin karmaşıklığı arttıkça daha az karmaşık problemlerdekine göre momentumun ODS açısından SBP Algoritmasına pek fazla olumlu etkisi gözlenmemiştir.
Tablo 1. AND, XOR, Parity-3 ve Parity-4 Problemleri için simülasyon sonuçları
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6. SONUÇ

Yapay sinir ağları çeşitli bağlantılarla birbirine bağlı birimlerden oluşmuş sistemlerdir. Her birim basitleştirilmiş bir nöronun niteliklerini taşır. Sinirsel ağ içindeki birimler, her birinin belli işlevi olan katmanlar şeklinde organize edilmiştir. Yapay sinir ağlarının bağlantı, katman ve düğüm sayılarının çokluğu temsil edebilecekleri sistemin karmaşıklığını belirler. Ne kadar çok düğüm varsa o kadar karmaşık sistemler modellenebilir. Bu özellikleri ile yapay sinir ağları klasik algoritmik yöntemlerle çözülemeyen problemleri insan beyninin çalışma sistemine benzer yöntemlerle çözmektedirler.

Bu çalışmada, farklı karmaşıklık derecelerine sahip lojik problemler Standart Backpropagation Algoritması ve Momentumlu Backpropagation Algoritması tarafından çözülmüştür. Simülasyon sonuçları göstermiştir ki yapay sinir ağlarının çözmeye çalıştığı problemin karmaşıklığı arttıkça, problemi çözen yapay sinir ağı yapısının karmaşıklığı da artmıştır. Burada ayrıca yapının karmaşıklığı kadar kullanılan öğrenme algoritmasının da büyük önem kazandığı söylenebilir.
Momentum ilavesi Standart Backpropagation Algoritmasına Ortalama Döngü Sayısı (ODS) açısından büyük çoğunlukla olumlu etkide bulunmuştur. Ancak problemin karmaşıklığı arttıkça Momentumlu Backpropagation Algoritması, Standart Backpropagation Algoritması gibi çözümde çok fazla etkili olamamıştır. 
Sonuç olarak, momentum ilavesi Backpropagation Algoritmasına olumlu katkı sağlar ve bu tür basit problemlerin çözümünde önerilebilir.
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