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Özet: Teknolojinin hızla gelişmesi sonucu yüksek boyutlu veriler ile çalışma zorunluluğu ortaya çıkmıştır.  Geleneksel kümeleme algoritmaları yüksek boyutlu veriler ile uygulandığında kümeleme işleminin sonucu istenildiği gibi olmamaktadır. Yüksek boyutlu veriler üzerinde bu algoritmalar yetersiz kalmaktadır. Bu yüzden yüksek boyutlu veri setleri üzerinde etkili olabilecek algoritmalar geliştirilmeli veya veri setleri üzerinde boyut indirgeme yoluna gidilmelidir. Bu çalışmada boyut azaltma metotlarından temel bileşen analizi ve negatifsiz matris çarpanlarına ayırma metotları geleneksel kümeleme algoritmaları ile beraber kullanılmakta elde edilen sonuçların karşılaştırılması küme saflık ve ortak bilgi değerlerine göre yapılmaktadır.
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A Comperative Analize of Principal Component Analysis and Non-Negative Matrix Factorization Techniques in Data Mining 

Abstract: As a result of the rapidly developing technology, the necessity of working with high dimension datas have turned up. When the classical clustering algorithms apply to the high dimension datas, the clustering result don’t be in the way of the desired. These algorithms are inadequate on the high dimension datas. Therefore, some algorithms, which can be efficient on the high dimension data sets, must be improved or dimensional reduction techniques on data sets must be chosen. In this project Principal Component Analysis and Non Negative Matrix Factorization that are dimension reduction techniques used with traditional clustering algorithms and results are compare according to purity and mutual info.
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1. Giriş

Teknolojinin hızla gelişmesi ve artan veri miktarı nedeniyle geleneksel kümeleme algoritmaları yüksek boyutlu veriler ile uygulandığında etkisiz kalmaktadır. Kümeleme işlemi sonucu nitelikli olmamakta ayrıca kümeleme işlemi, özellikle yüksek sayıda attribute (özellik) içeren verilerde, çok uzun süre almaktadır. Elde edilen küme sonuçlarının doğruya yakın olması ve de hızlı sonuç elde etmek için boyut indirgeme metotlarının veri madenciliğinde kullanılması zorunlu hale gelmiştir.
Bu çalışmada ikinci bölümde kısaca kümeleme analizinden bahsedilmiş, Kmeans ve Fuzzy cmeans algoritmaları açıklanmış, boyut indirgeme metotlarından Temel Bileşen Analizi ( PCA-Princpal Component Analysis) ve Negatifsiz Matris Çarpanlarına Ayırma NNMF-Non Negative Matrix Factorization) hakkında bilgiler verilmiş, üçüncü bölümde ise bu çalışmanın MATLAB yazılımı ile uygulaması gerçekleştirilmiştir. Son bölümde ise sonuç ve öneriler verilmiştir.

2.Kümeleme Analizi

Literatürde kümeleme analizini açıklayan birçok tanım bulunmaktadır[1,4-8]. En genel tanımıyla kümeleme; heterojen bir veri grubunun, küme adı verilen homojen alt gruplara bölümlenmesi olarak tanımlanabilir [2]. Bir küme de birbirlerine benzeyen ama diğer kümelerin elemanlarına benzemeyen verilerden oluşan bir koleksiyondur [3].
2.1 Kmeans

En eski kümeleme algoritmalarından olan k-means 1967 yılında J.B. MacQueen tarafından geliştirilmiştir [10]. En yaygın kullanılan gözetimsiz öğrenme yöntemlerinden biridir.  K-means’in atama mekanizması her verinin sadece bir kümeye ait olabilmesine izin verir [11].

Eşit büyüklükte küresel kümeleri bulmaya eğilimlidir[22]. K-means algoritması n tane nesneyi k tane kümeye böler. Öncelikle giriş parametresi olarak k değerinin verilmesi gerekmektedir. Küme içi benzerliğin yüksek fakat kümeler arası benzerliğin düşük olması amaçlanır. Küme benzerliği bir kümedeki nesnelerin ortalama değeri ile ölçülmektedir,  bu da kümenin ağırlık merkezidir [1].

K-means algoritmasının çalışma mekanizmasına göre öncelikle her biri bir kümenin merkezini veya ortalamasını temsil etmek üzere k tane nesne seçilir. Kalan diğer nesneler, kümelerin ortalama değerlerine olan uzaklıkları dikkate alınarak en benzer oldukları kümelere dahil edilir. Daha sonra, her bir kümenin ortalama değeri hesaplanarak yeni küme merkezleri belirlenir ve tekrar nesne-merkez uzaklıkları incelenir. Şekil 1’ de görüldüğü gibi kümelerde herhangi bir değişim olmayıncaya kadar algoritma ötelenmeye devam eder. 

K-means kümeleme yönteminin değerlendirilmesinde en yaygın olarak karesel hata kriteri SSE kullanılır. En düşük SSE değerine sahip kümeleme sonucu en iyi sonucu verir. Nesnelerin bulundukları demedin merkez noktalarına olan uzaklıklarının karelerinin toplamı aşağıdaki formülle hesaplanmaktadır [18,16].
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x : Ci kümesinde bulunan bir nesne, 

mi : Ci kümesinin merkez noktası

Bu kriterleme sonucu k tane kümenin olabildiğince yoğun ve birbirinden ayrı sonuçlanması hedeflenmeye çalışılır. Algoritma, karesel-hata fonksiyonunu azaltacak k parçayı belirlemeye gayret eder  [19].
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Şekil 1 K-means algoritmasının (a) k=2 için; (b)k=3 için ötelenişi[12]

Bu algoritmanın avantajları uygulanabilirliğinin kolay olması ve büyük veri kümelerinde hızlı çalışabilmesidir.
Büyük veri setlerini işlerken nispeten ölçeklenebilir ve verimlidir. Çünkü algoritmanın işlemsel karmaşıklığı O(nkt)’dir [1]. n, nesne sayısı, k küme sayısı, t’de öteleme sayısıdır. Genelde k<<n ve t<<n olur. K-means algoritması, kümeler birbirinden iyi ayrılmış yoğun noktalardan oluşuyorsa eğer iyi sonuçlar üretir. Diğer algoritmalarında olduğu gibi kmeans algoritmasının birçok zayıflığı vardır. Kmeans başlangıçta küme sayısının tanımlanmasını gerektiren bir metottur. Kullanıcının başlangıçta k sayısını belirleme zorunluluğu vardır. Kategorisel özellikler içeren veriler gibi bazı uygulamalarda gerçekleştirilememektedir. Ayrıca k-means metodu küresel olmayan, yoğunlukları farklı olan ve farklı büyüklüklere sahip kümeleri içeren veri kümelerini keşfetmede uygun bir yöntem değildir [13].
2.2 Fuzzy Cmeans

Fuzzy c-means (FCM) algoritması, bulanık bölünmeli kümeleme tekniklerinden en iyi bilinen ve yaygın kullanılan yöntemdir. Fuzzy c-means metodu nesnelerin iki veya daha fazla kümeye ait olabilmesine izin verir [14]. Bulanık mantık prensibi gereği her veri, kümelerin her birine [0,1] arasında değişen birer üyelik değeri ile aittir. Bir verinin tüm sınıflara olan üyelik değerleri toplamı “1” olmalıdır. Nesne hangi küme merkezine yakın ise o kümeye ait olma üyeliği diğer kümelere ait olma üyeliğinden daha büyük olacaktır.
Fuzzy c-means algoritmasının en önemli özelliği olan üyelik matrisinin kümeleme üzerinde olumlu etkileri vardır. Bu matris belirsiz durumların tanımlanmasını kolaylaştırır [15]. Ayrıca üyelik dereceleri düşük olduğundan sıra dışı verilerin etkisi azdır. Esnek bir yapıya sahiptir. Örtüşen kümeleri bulma kabiliyeti diğer bölünmeli algoritmalara göre daha fazladır.

Yukarıda bahsedilen avantajların yanında fuzzy c-means algoritmasının bazı dezavantajları da vardır. Üyelik fonksiyonu işlemsel karmaşıklığı arttırdığı için zaman açından maliyetli bir bölünmeli kümeleme algoritmasıdır.
Fuzzy c-means algoritması da amaç fonksiyonu temelli bir metottur. Algoritma, en küçük kareler yönteminin genellemesi olan aşağıdaki amaç fonksiyonunu öteleyerek minimize etmek için çalışır [8,21]. 
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U üyelik matrisi rastgele atanarak algoritma başlatılır. İkinci adımda ise merkez vektörleri hesaplanır. Merkezler III.8 deki formüle göre hesaplanır [11, 15, 21].


[image: image4.wmf]å

å

=

=

=

N

i

m

ij

N

i

i

m

ij

j

u

x

u

c

1

1

        

         (3)

Hesaplanan küme merkezlerine göre U matrisi aşağıdaki formül kullanılarak yeniden hesaplanır. Eski U matrisi ile yeni U matrisi karşılaştırılır ve fark ε’dan küçük olana kadar işlemler devam eder [11,15,21].
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Kümeleme işlemi sonucunda bulanık değerler içeren U üyelik matrisi kümelemenin sonucunu yansıtır. İstenirse, berraklaştırma yapılarak bu değerler yuvarlanıp 0 ve 1’lere dönüştürülebilir. 

2.3 Boyut Azaltma İşlemi

Verinin sahip olduğu boyut sayısı arttıkça, genellikle çok az sayıda boyut doğrudan kümelerle ilgili olur ancak ilgisiz boyutlardaki veri, çok fazla gürültüye sebep olabilir ve bu da keşfedilecek kümelerin gizlenmesine sebep olur [1].
Bundan daha önemlisi boyut arttıkça, verinin seyrekleşmesi sorunudur. Sabit sayıda veri noktasının bulunduğu bir veri seti boyut sayısı arttıkça üstel artan bir biçimde seyrekleşir [9].
Bu yüzden verinin boyutu arttıkça kümeleme işlemi zorlaşacağından ve doğru sonucun bulunma ihtimali azalacağından veri setinin boyutunun azaltılması gerekmektedir. Böylece veri madenciliğindeki çeşitli uygulamalarda boyut azaltma tekniklerine ihtiyaç duyulmaktadır.

2.3.1 Temel Bileşen Analizi(PCA-Principal Component Analysis)

Bir diğer adı Karhunen-Loeve metodudur. Türkçesi “temel bileşenler analizi” olan PCA, tanıma, sınıflandırma, görüntü sıkıştırma alanlarında kullanılan, bir değişkenler setinin varyans-kovaryans yapısını, bu değişkenlerin doğrusal birleşimleri vasıtasıyla açıklayarak, boyut indirgenmesi ve yorumlanmasını sağlayan, çok değişkenli bir istatistik yöntemidir. Bu yöntemde karşılıklı bağımlılık yapısı gösteren, ölçüm sayısı (n) olan (p) adet değişken; doğrusal, dikey (ortogonal) ve birbirinden bağımsız olma özelliklerini taşıyan (k) tane yeni değişkene dönüştürülmektedir. PCA, verideki gerekli bilgileri ortaya çıkarmada oldukça etkili bir yöntemdir. Yüksek boyutlu verilerdeki genel özellikleri bularak boyut sayısının azaltılmasını, verinin sıkıştırılmasını sağlar. Boyut azalmasıyla bazı özelliklerin kaybedileceği kesindir; fakat amaçlanan, bu kaybolan özelliklerin veri seti hakkında çok az bilgi içeriyor olmasıdır. 
PCA yönteminin amacı, verinin çeşitliliğini daha iyi yakalayacak yeni bir boyut takımının bulunmasıdır[7]. İlk boyut, mümkün olduğunca çok çeşitliği gösterecek şekilde seçilir. 2. Boyut, ilk boyuta dikey olacak şekilde ve yine mümkün olduğunca çok çeşitliliği gösterecek şekilde seçilir. 
PCA yönteminin birkaç karakteristik özelliği vardır:

· Verinin içindeki en güçlü örüntüyü bulmaya çalışır. Bu yüzden örüntü bulma tekniği olarak kullanılabilir.
· Çoğunlukla verinin sahip olduğu çeşitlilik, tüm boyut takımından seçilen küçük bir boyut setiyle yakalanabilir. Böylece PCA kullanarak yapılan boyut küçültme işlemleri, daha küçük boyutlu veri setlerinin ortaya çıkmasını sağlar ve böylece yüksek boyutlu verilere uygun olmayan teknikler bu yeni veri seti üzerinde rahatça çalışabilir.

· Verideki gürültüler, örüntülerden daha güçsüz olduklarından, boyut küçültme sonucunda bu gürültüler temizlenebilir. Bu özellik hem veri madenciliğinde hem de diğer veri analiz algoritmalarında özellikle kullanışlıdır.
2.3.2 Negatifsiz Matris Çarpanlara Ayırma (NNMF-Non Negative Matrix Factorization)

Standart çarpanlarına ayırma metotlarından olan Temel Bileşen Analizi (PCA) veri setlerinde sıklıkla kullanılmaktadır. Ancak bir çok veri seti, örneğin görüntü ve metin, orijinal veri seti negatif olmayan değerler içermektedir. Bu yüzden kullanılan yöntemlerde negatif değerler oluşmaktadır ve bu verinin yorumlanmasında zorluklar oluşturmaktadır. 

Non-negative Matrix Factorization[43] (NNMF) yakın zamanda gerçekleştirilen verinin negatif olmayan bir şekilde lineer olarak temsil edilmesini sağlayan bir tekniktir.

Bu yöntem indirgenen boyuttaki değerlerin negatif ten farklı olmasıyla diğer metotlardan ayrılır. Yani yüksek boyuttan düşük boyuta indirgenen matriste boyutlarda negatif elemanlar bulunmaz. Bütün hepsi pozitif değerlerdir. 

Nonnegativity (Negatifolmayan) matris çarpanlarına ayırmada faydalı bir kısıttır ki veri bölümlerinin tensil edilmesini öğrenebilir [16, 17].
NNMF algoritması aşağıdaki gibi formüle edilmektedir.
V ≈  WH 

            (5)

V: Veri matrisi 

W: Karma Matris 
H: Şifreleme Matrisi 
Burada V boyut indirgenecek matrisi,  W,  veri matrisinin boyut azaltılmışı H matrisi ise azaltma işlemi sırasında her bir sütunun şifrelenmiş halini temsil etmektedir. Boyut azaltılan matrisler negatif değerler içermez. 
Elde edilen W ve H matrisleri daha düşük boyuttadır ve orijinal matris V yaklaşık olarak W matrisi ile H matrisini çarpımına eşittir. NMF; W ve H’nin ilk değerlerini değiştirmek için, ürünün V’ye yaklaşması ile sonuçlanan tekrarlı bir işlem kullanır. Yaklaştırma hatasına yaklaştığında veya belli sayıda bir tekrara ulaşıldığında işlem sonlanır.

3.Uygulama

Uygulamalar Intel(R) Core(TM) 2 Duo CPU E8300 2.83 GHZ 32 bit işletim sistemi ve 3 GB RAM sahip bilgisayarda gerçekleştirilmiştir. Yazılım ortamı olarak MATLAB programı kullanılmıştır. MATLAB tercih edilmesinin nedeni grafiksel desteğinin yüksek olması ve uygulanan kümeleme algoritmalarının fonksiyonlarının MATLAB’te bulunmasındandır.

Çalışmada veri seti olarak iris ile vehicle veri setleri kullanılmıştır. İris veri 150 satır 4 sütundan, vehicle veri seti ise 846 satır 18 sütundan oluşan yüksek boyutlu veri setleridir. İris veri setinde 3 farklı sınıf, vehicle veri setinde ise 4 farklı sınıf bulunmaktadır. Bu yüzden algoritmalar 3 ve 4 küme sayısı için uygulanmıştır.
İlk olarak veri setlerine Kmeans ve Fuzzy Cmeans algoritmaları boyut azaltma işlemi yapmadan uygulanmıştır. Ardından PCA ve NNMF ile boyut azaltma işlemi yapılmış ve kümeleme algoritmaları veri setlerine bu şekilde uygulanmıştır.

Elde edilen sonuçlar, purity(saflık) ve mutual ınfo (ortak bilgi) değerleri hesaplanarak karşılaştırılmıştır.

Tablo 1’de elde edilen sonuçlar verilmektedir.
Tablo 1 Kümeleme Sonuçları
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KMEANS

Küme Saflığı

0.96 0.4266

0.72 0.4717

1.00 0.2212

0.3518

Ortak Bilgi

0.7515 0.1005

Zaman

0.0167 0.0289

F-CMEANS

Küme Saflığı

1.00 1.00

0.80 0.8255

1.00 0.9631

1.00

Ortak Bilgi

0.8360 0.8737

Zaman

0.1795 0.3098

KMEANS

Küme Saflığı

1.00 0.3618

0.94 0.2304

0.72 0.4450

0.4670

Ortak Bilgi

0.7419 0.1001

Zaman

0.0127 0.0184

F-CMEANS

Küme Saflığı

1.00 1.00

1.00 0.9009

0.78 1.00

0.9447

Ortak Bilgi

0.8315 0.8947

Zaman

  0.1031

0.2094

KMEANS

Küme Saflığı

1.00 0.5025

0.96 0.3302

0.92 0.228

0.6239

Ortak Bilgi

0.8642 0.1201

Zaman

0.0165  0.0256

F-CMEANS

Küme Saflığı

1.00 0.9266

1.00 0.5142

0.96 1.00

0.9899

Ortak Bilgi

0.9488 0.7930

Zaman

0.1213

0.2200

BOYUT AZALTMADAN

PCA ile boyut azaltma işleminden sonra

NNMF ile boyut azaltma işlmeinden sonra


İris veri setine PCA ve NNMF ile boyut azaltma işlemi yapıldıktan sonra boyut azaltma işlemi yapmadan elde edilen kümelerin saflık ve ortak bilgi değerleri ile benzer sonuçlar elde edilmiştir.

İris veri setine boyut azaltma işleminden sonra Fuzzy Cmeans algoritması uygulandığında elde edilen sonuçlarda NNMF algoritmasının boyut azaltma işleminde daha etkili olduğu gözlenmiştir.
Vehicle veri setinde boyut sayısı biraz daha arttığı için Kmeans algoritmasının kümeleri tespit etmede yetersiz kaldığı gözlenmiştir. Boyut azaltma işlemi yapıldıktan sonra ise kümelerin saflık değerleri çok fazla artmasa da azaltma işleminden önceki sonuçların benzeri daha kısa sürede elde edilmiştir.

Vehicle veri setine Fuzzy Cmeans algoritması uygulandığında algoritmanın Kmeans’e nazaran daha iyi çalıştığı gözlenmiştir. Boyut azaltma işleminden sonra ise elde edilen sonuçlara göre PCA ile elde edilen yeni düşük boyutlu veri setinde, Fuzzy Cmeans algoritması sonuçları daha doğru ve ideale yakın tespit edebilmiştir.
4.Sonuç ve Öneriler

Kmeans ve Fuzzy Cmeans algoritmaları ile  elde edilen sonuçlar üçüncü bölümde verilmiştir. Veri setlerinde boyut sayısı arttıkça geleneksel algoritmaların etkisi azalmakta ve yapılan uygulamalar için çok fazla süre gerekmektedir. Bu yüzden veri madenciliğinde yüksek boyutlu veri setleri indirgendikten sonra geleneksel kümeleme algoritmalarının, elde edilen bu veri setleri üzerinde daha etkili oldukları gözlenmiştir.

Yapılan çalışmadaki sonuçlara göre PCA(Principal Component Analysis, Temel Bileşenler Analizi) yüksek boyutlu veri setlerinin indirgenmesinde ilgili ve gerekli noktaları boyut azaltma işlemi sırasında koruduğundan kümeleme sonuçlarının yeni veri seti üzerinde daha etkili olduğu gözlenmektedir. Böylece algoritmalar ile yapılan deneylerde büyük veri setleri üzerinde kümeleme işlemi için çok fazla süre gereksinimi, yüksek boyutlu veri setlerindeki kümelerin doğru bir şekilde tespit edilememesi gibi sorunlar ortadan kaldırılmıştır.
Sonuçlara göre Fuzzy Cmeans algoritması Kmeans’e nazaran kümelemede daha etkili bir algoritmadır. Boyut azaltma metotları ile veri setlerinin sahip olduğu özellikler kaybedilmeden doğru ve hızlı sonuçlar üretilebilmektedir.

Boyut azaltma metotları ile çok daha yüksek boyutlu veri setlerindeki kümeler boyut azaltma işleminden sonra geleneksel kümeleme algoritmaları ile de doğru bir şekilde tespit edilebilmektedir. Böylece geleneksel kümeleme algoritmaları ile boyut azaltma teknikleri beraber indirgeme işleminden sonra veri setlerinde etkili bir şekilde kullanılabilir.
Burada yapılan çalışmada geleneksel kümeleme metotlarının yüksek boyutlu veri setlerinde uygulaması yapılmış ardından boyut azaltma işlemi yapılarak elde edilen sonuçlar ile karşılaştırılmıştır. Veri madenciliğinde boyut azaltma tekniklerinin bundan sonraki benzer çalışmalarda da kullanılması mümkündür.
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Sayfa1

				Algoritmalar		Değer		İRİS		VEHİCLE

		BOYUT AZALTMADAN		KMEANS		Küme Saflığı		0.96		0.4266

								0.72		0.4717

								1.00		0.2212

										0.3518

						Ortak Bilgi		0.7515		0.1005

						Zaman		0.0167		0.0289

				F-CMEANS		Küme Saflığı		1.00		1.00

								0.80		0.8255

								1.00		0.9631

										1.00

						Ortak Bilgi		0.8360		0.8737

						Zaman		0.1795		0.3098

		PCA ile boyut azaltma işleminden sonra		KMEANS		Küme Saflığı		1.00		0.3618

								0.94		0.2304

								0.72		0.4450

										0.4670

						Ortak Bilgi		0.7419		0.1001

						Zaman		0.0127		0.0184

				F-CMEANS		Küme Saflığı		1.00		1.00

								1.00		0.9009

								0.78		1.00

										0.9447

						Ortak Bilgi		0.8315		0.8947

						Zaman		  0.1031		0.2094

		NNMF ile boyut azaltma işlmeinden sonra		KMEANS		Küme Saflığı		1.00		0.5025

								0.96		0.3302

								0.92		0.228

										0.6239

						Ortak Bilgi		0.8642		0.1201

						Zaman		0.0165		 0.0256

				F-CMEANS		Küme Saflığı		1.00		0.9266

								1.00		0.5142

								0.96		1.00

										0.9899

						Ortak Bilgi		0.9488		0.7930

						Zaman		0.1213		0.2200








